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摘要: 城市浅型湖泊治理是城市生态文明建设的重要组成部分。通过对黄石磁湖的 IKONOS 遥感影像进行预处

理, 建立了水质参数与卫星波段的多元线性回归模型、BP 神经网络模型和 RBF 神经网络模型。通过比较不同模型

的结果, 运用可靠模型对整个湖体的 COD、NH32N、TN、T P指标进行反演。结果表明, 神经网络模型对于磁湖水质

指标的反演结果显著优于多元线性回归模型,其中 BP 神经网络模型对 NH 32N、T P 的模拟效果好, RBF 神经网络

模型对 COD、T N 的模拟效果较好。
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Water quality inversion in wide and shallow lake based on artificial neural network
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(1. College of Water Sciences , B eij ing N ormal Univ er sity , Beij ing 100875, China;

2. College of Water Resour ces and H ydropow er , Wuhan Univer sity , Wuhan 430072, China)

Abstract: The management of urban shallow lakes plays an impo rtant ro le in the urban eco logical civilization constr uction. U sing the

IKONOS remote sensing image, tw o artificial neural network models, based on the BP ( Back Propagation) and RBF ( Radical Basis

Function) , were set up to inverse the COD, NH32N, TN and TP quality conditions of the Cihu Lake. The proposed models were also

compared with the multivariate linear r egr ession model. The results indicated that t he model efficiency o f the two ANN models

wer e significantly higher than the multiple linear r egr ession model. The BP model fitt ed the obser ved data better in the simula2

tion of the NH32N, T P, while the RBF neural netw ork show ed advantages in the simulat ion of the COD and TN .

Key words:Cihu Lake; remot e sensing; artif icial neural netw ork; linear reg ression; water qualit y inver sion

  城市浅型湖泊是城市生态环境系统的重要组成

部分, 但是因其具有水浅、流动性差, 底泥污染严重

等特点,水环境问题较为突出
[ 1]

;同时随着经济的迅

速发展,湖泊水质的污染日趋严重, 因此, 对城市浅

型湖泊的治理已经成为我国很多城市生态文明建设

面临的迫切问题。

磁湖位于湖北省黄石市中心, 径流面积 621 8
km

2
,湖泊面积 81 2 km

2
, 平均水深 11 75 m, 湖体容

量 171 48万 m
3 [ 2]

,是一个以城市景观和生态调节为

主要功能的湖泊
[ 3]
。对磁湖的治理近年来一直在进

行, 但水质并未得到很好的恢复。要从根本上改善

和治理水体环境, 就要对水体水质指标进行监测,对
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湖水水质年内变化状况有准确的把握, 依据水质参

数的差异进行专项治理。

常用的水质监测手段主要包括人工采样分析和

自动检测, 这两种方法会消耗大量人力、物力, 且获

得的数据在时间和空间上都不连续, 难以达到大范

围、实时性的水质监测要求。而水质遥感技术由于

具有快速、连续、动态、范围广、相对成本低等优点,

在水质监测中的应用日益受到重视 [ 425]。

水质遥感反演是一个非线性过程, 影响因素较

多。针对不同地域、不同特点的水质参数反演寻求

合适的反演模型是水质遥感的研究难点。人工神经

网络以其自学习、较好的容错性和优良的非线性逼

近能力, 在水质遥感反演领域得到研究者的重

视[ 628] ,目前 BP 神经网络、RBF 神经网络等已广泛

应用于水质预测,但大部分用于渭河、鄱阳湖等大流

域的研究, 神经网络方法是否适用于城市浅型湖泊

需要进一步研究 [ 6]。

本文以黄石磁湖为研究对象, 利用 IKONOS 卫

星的高分辨率遥感图像和水质参数实测数据, 建立

BP 神经网络反演模型和 RBF 神经网络反演模型,

通过与多元线性回归模型结果对比, 探究神经网络

在磁湖水质反演中的可行性,以及 BP 神经网络和

RBF 神经网络在磁湖水质反演中的优劣,为整个磁

湖水质进行遥感反演提供一种更高效快速的方法。

1  数据采集和处理

1. 1  数据收集

2012年 4月至 2013年 3月在湖北磁湖选取了

9个采样点进行了为期一年的水质监测, 采样点位

置见图 1。选取的水质监测指标为 COD(化学需氧

量)、NH 32N(氨氮)、T P(总磷)、TN(总氮)。

图 1  磁湖采样点分布
Fig. 1  Samplin g sites in Cihu Lak e

遥感数据来自高分辨率 IKONOS 卫星图像, 时

相为 2012年 11月 14日,包含 1m 全色(黑白)分辨

率图像和 4m 多谱段(彩色)分辨率图像。

1. 2  数据处理

1. 2. 1  辐射定标
辐射定标是将传感器记录的电压或数字量化值

( DN)转换成绝对辐射量度值 (辐射率)的过程, 是

消除非地物变化所造成的图像辐射值改变的有效方

法。将 IKONOS 影像中记录的遥感影像灰度值

(DN )以及定标参数( Offset和 Gain)根据如下线性

关系,得到辐射亮度值 L :

L = Gain* DN + Offset ( 1)

式中: L 为辐射亮度值, W/ ( cm2 # Lm # sr)。

1. 2. 2  大气校正
遥感所利用的各种辐射能均要与地球大气层发

生相互作用, 或散射、或吸收,而使能量衰减,并使光

谱分布发生变化。大气的衰减作用对不同波长的光

是有选择性的,因而图像中不同地区不同地物的像

元灰度值所受大气影响程度不同。大气校正的目的

正是消除这些影响, 获得地物反射率的真实物理模

型参数。本文在 ENVI41 8 运行环境下, 利用

FLAASH 大气校正模块对图像进行处理,基于太阳

波谱范围内(不包括热辐射)和平面朗伯体(或近似

平面朗伯体) ,在传感器处接受的像元光谱辐射亮度

公式为

L = A * Q
1- Qe* S

+ B* Q
1- Qe * S

+ ( L A) (2)

式中: L 为传感器处像元接收到的总辐射亮度; Q为

像素表面反射率; Qe 为像素周围平均表面反射率; S

为大气球面反照率; L A为大气后向散射反射率(大

气程辐射) ; A、B 为取决于大气条件和几何条件的

两个系数。

2  相关性分析

水体的光谱特征是由其中的各种物质对光辐射

的吸收和散射性质决定的[ 9] , 当水体受到污染时,其

光谱特征发生变化, 所以遥感图像各波段与水质参

数间存在一定的相关性。表 1分别计算了各水质参

数之间的相关性以及各个波段之间的相关性。水质

参数间的相关性较好时,较少或相似的波段组合即

可模拟四种水质参数的相关关系。而计算各波段之

间的相关性, 可在设计不同的波段组合时提供参考,

避免高相关性的波段的重复计算,减少计算量。

表 2为各波段与各水质参数的相关关系。由表

可知, Blue、Green、Red、NIR 波段分别与 T P、T P、

COD和 TN 的相关性较好。相比较而言,与 T P 的

相关性最好的是 Green 波段, NH 32N 与 Green 波

段的相关性也最好。
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表 1 波段与水质参数的相关性矩阵
Tab . 1  Correlat ion mat rix of the band and the w ater qualit y parameter

COD NH32N T N TP

COD 1

NH 32N - 0. 693 1

T N - 0. 792 0. 958 1

TP - 0. 478 0. 803 0. 828 1

Blue Green Red NIR

Blu e 1

Gr een 0. 806 1

Red 0. 519 0. 826 1

NIR 0. 697 0. 893 0. 652 1

表 2  各波段反射率和相应水质参数相关性
Tab . 2  Correlat ion of the band ref lectance and

the corresponding water quality parameters / ( mg # L21 )

COD NH3- N TN T P

Blue

Green

Red

NIR

Pear son相关性 0. 198 - 0. 556 - 0. 553 - 0. 690

显著性(双侧) 0. 610 0. 120 0. 122 0. 040

Pear son相关性 0. 355 - 0. 583 - 0. 635 - 0. 785

显著性(双侧) 0. 349 0. 100 0. 066 0. 012

Pear son相关性 - 0. 080 - 0. 239 - 0. 229 - 0. 482

显著性(双侧) 0. 839 0. 536 0. 553 0. 189

Pear son相关性 0. 477 - 0. 550 - 0. 686 - 0. 673

显著性(双侧) 0. 194 0. 125 0. 041 0. 047

3  水质参数反演模型

3. 1  多元线性回归模型

利用 IKONOS遥感数据的4个波段以及表1

的计算结果,建立了 42种不同的波段组合方式。通

过分析各项水质参数与各种波段组合间的相关关

系,建立多元线性回归方程。比较发现, 利用自变量

逐步筛选法获得的结果较好, 当变量的回归系数的

显著性水平< 11 0时则进入方程, 当变量的回归系

数的显著性水平> 21 0时从方程中删去该变量, 在

此显著性水平的约束下, 确定了在各项水质参数与

各波段组合的相关性。表 3为多元线性回归模型计

算结果, 其中 B1、B2、B3 和 B4 分别对应 Blue、

Green、Red、NIR波段。
表 3  线性回归模型计算结果

Tab. 3  Calculat ion result s of the lin ear r egression model

水质参数 显著相关波段 相关波段系数 常数项 R

COD B4/ B3 63. 767 - 20. 108 0. 687

NH 32N B2* B4 - 37. 880 1. 769 0. 732

TN B1* B4 - 108. 587 3. 823 0. 851

T P
B22 - 140. 673

B2 51. 919
- 4. 659 0. 992

  此结果与表 1、表 2计算所得结果相同。

3. 2  BP神经网络模型

人工神经网络由于具备自适应、自组织和容错

性, 适合模拟较为复杂的关系。理论上已经证明:具

有偏差和至少一个 S 型隐含层加上一个线性输出

层的网络,能够逼近任何有理数[ 11] 。基本 BP 算法

包括两个方面:信号的前向传播和误差的反向传播。

即计算实际输出时按从输入到输出的方向进行, 而

权值和阈值的修正从输出到输入的方向进行。本文

采用 BP 神经网络,将 IKONOS 影像的 4 个波段数

据作为输入, 相应的水质参数作为期望输出。为了

加快神经网络的收敛速度, 使网络具有更好拟合效

果, 在模型建立之前, 需对样本进行归一化处理, 使

得输入、目标值在( - 1, 1)之间。学习速率决定每一

次循环中所产生的权值变化量, 小的学习速率能保

证网络的误差值不跳出误差表面的低谷而最终趋于

最小误差值。所以在此次模拟中, 设定学习速率为

01 01,以保证系统的稳定性。
在训练过程中, 逐步调整隐含层和神经元的个

数, 通过对训练结果的误差比较及计算效率的分析,

最终确定在 4个隐含层, 4个神经元的结构时,模型

能较快且较好的模拟, 所以网络的结构为 42421。在
Matlab中通过调用神经网络工具箱中 new f f( )函数

训练网络, 隐含层神经元采用的是 S 型函数/ tan2
sig0,输出层采用的是线性函数/ purelin0, 训练函数

采用的是/ tr ainlm0, 设定训练步数为 2000, 针对不

同的水质参数,选取不同的训练目标, 对网络进行训

练。训练目标的取值为不同水质参数的实测数据中

位数的 1/ 100。

表 4  BP 神经网络模型参数

T ab. 4  BP neural netw ork model parameters

水质参数 训练目标 训练步长 实际步长 R

COD 0. 285 2 000 278 0. 974

NH 32N 0. 015 2 000 38 0. 999

TN 0. 028 2 000 27 0. 949

T P 0. 0025 2 000 19 0. 977

3. 3  RBF 神经网络模型

基于 RBF 神经网络具有训练速度快、能收敛到

全局最优点、可最佳逼近等优点, 本文使用 RBF 神

经网络建立水质反演模型, 验证其对磁湖水质反演

的适用性。

RBF 网络是一个三层的网络,除了输入输出层

之外仅有一个隐层。隐层中的转换函数是局部响应

的高斯函数, 而其他前向型网络, 转换函数一般都是

全局响应函数。RBF 的训练时间较短。它对函数
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的逼近是最优的, 隐层中的神经元越多, 逼近越精

确。当学习开始之后, 网络会从 0个神经元开始训

练,通过检查输出误差使网络自动增加神经元,每次

循环使用, 重复过程直到误差达到要求。

径向基网络中常用的径向基函数是高斯函数,

因此径向基神经网络的激活函数表示为:

R( x p - c i )= exp - 1
2R

2 +x p - ci + 2
( 3)

式中: +x p - ci +为欧式范数; c为高斯函数的中心;

R为高斯函数的方差。

网络的输出为

yi= E
k

i = 1
w ij exp - 1

2R
2 +x p- ci +2  j = 1, 2, ,, n

( 4)

式中: x p = ( x
p
1 , x

p
2 , ,, x

p
m , )

T
为第 p 个输入样本, p

= 1, 2, ,, P, P 表示样本总数; ci 为网络隐含层节

点的中心; Xij为隐含层到输出层的连接权值, i= 1,

2, ,, h, h为隐含层的节点数; y i 为与输入样本对应

的网络的第 j 个输出节点的实际输出。

本次建模过程中,仍然将 IKONOS影像的 4个

波段数据作为输入数据,相应的水质参数作为输出

数据。在 Matlab 中通过调用神经网络工具箱中

new rb( )来训练网络, 确定各个参数。隐含层神经

元激励函数是 radbas,输出层神经元激励函数为纯

线性函数 purline, 模型误差训练目标保持与 BP 神

经网络相同。结果发现,当神经元个数为 6个时,模

型达到误差目标。

4  结果及分析

4. 1  模拟结果比较
本文通过比较三种模型计算结果,优选最适合

磁湖水质反演的模型。三种方法对各水质参数的模

拟结果见图 2,模拟结果相对误差见表 5- 表 8。

图 2  不同模型模拟结果比较

Fig. 2  T he simulat ion resul ts of dif f erent m od els

表 5  三种方法对 COD模拟结果相对误差比较

T ab . 5  COD simulat ion resu lt s relat ive err or of three models( % )

模拟方法 线性回归模型 BP 神经网络 RBF 神经网络

模型率定期误差 7. 841 2. 408 0. 000

模型验证期误差 3. 945 15. 908 5. 216

平均误差 6. 975 5. 408 1. 159

R 0. 687 0. 974 0. 999

表 6 三种方法对 NH 32N 模拟结果相对误差比较
Tab . 6  NH 32N simulat ion results relat ive error of three models( % )

模拟方法 线性回归模型 BP 神经网络 RBF 神经网络

模型率定期误差 30. 787 2. 684 15. 135

模型验证期误差 37. 782 39. 099 52. 700

平均误差 32. 341 10. 776 23. 483

R 0. 732 0. 999 0. 974

表 7 三种方法对 T N 模拟结果相对误差比较

T ab. 7  T N simulat ion result s relat ive error of th ree models( % )

模拟方法 线性回归模型 BP 神经网络 RBF 神经网络

模型率定期误差 9. 137 5. 626 3. 439

模型验证期误差 17. 979 19. 583 22. 167

平均误差 11. 102 8. 727 7. 600

R 0. 851 0. 949 0. 982

表 8  三种方法对 T P模拟结果相对误差比较

Tab. 8  T P simu lat ion result s relat ive error of three models ( % )

模拟方法 线性回归模型 BP 神经网络 RBF 神经网络

模型率定期误差 3. 240 4. 303 4. 554

模型验证期误差 22. 573 15. 408 24. 057

平均误差 7. 537 6. 771 8. 888

R 0. 992 0. 977 0. 982
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  由图 2可看出, 线性回归模型结果在直线两旁

分布相对均匀, 神经网络模拟结果大部分点据比较

靠近直线, 而神经网络的率定期误差较小,验证期误

差较大,因此导致模拟点分布不均。

由表 5- 表 7看出, 对 COD 参数的模拟三种模

型平均误差均小于 10%, 其中 RBF 神经网络模拟

效果最好, 在率定期误差接近于 0, 平均误差也仅为

11 159%。NH 32N 建立的三种模型误差均较大, 其

中线性回归模型误差最大, 达到 321 34%, 仅有 BP

神经网络的平均误差小于 20%, 在允许范围内。对

于 TN 的模拟, 虽然 RBF 神经网络在验证期误差略

大于 20% , 但该模型结果的平均误差最小, 为

71 6%。对于 COD、NH 32N、T N 三项水质参数, 两

种神经网络模型的相关性系数均在 01 9 以上, 显著

优于线性回归模型的结果。

由表 8可以看出, TP 的线性回归模拟效果优

于 RBF 神经网络, 但劣于 BP 神经网络。这是因为

TP 与四个波段的相关性均较好(表 2) , 线性回归模

型的相关系数算法可改进程度较小, 所以三种模型

的误差较小,模拟结果相关性高。考虑到神经网络

模型的空间分辨率较高, 最终选择神经网络模型中

平均误差较小的 BP 神经网络作为反演模型。

由图 2及表 5- 表 8 的结果可得, 对于四项水

质参数,神经网络模型的模拟结果显著优于多元线

性回归模型,其中, RBF 神经网络对 COD、T N 的反

演效果较好, BP 神经网络对 NH 32N、TP 的反演效
果较好。

4. 2  水质遥感反演结果

依据计算结果, 选用 BP 神经网络模型反演整

个湖体的 NH 32N、TP 水质参数; 选用 RBF 神经网

络反演整个湖体的 COD、T N 水质参数。将计算结

果在 Arcgis软件中通过低通滤波对像元点的反演

结果进行平滑处理, 结果见图 3- 图 6。

图 3 COD 浓度反演结果

Fig. 3  COD concen t rat ion invers ion r esul t s of diff erent m odels

图 4  NH32N 浓度反演结果
Fig. 4  NH32N con cent rat ion in version result s of dif f erent m odels

图 5 T N 浓度反演结果

Fig. 5  T N concent rat ion inversion resu lt s of diff erent models

图 6  TP 浓度反演结果

Fig. 6  TP concent ration inversion result s of dif feren t models

反演结果显示,黄石磁湖的水质状况较差, 总体

水质远达不到5湖北省水功能区划6所规定的的 Ó 类

水质标准,其中,整个湖体 COD含量基本达到 Ô 类

水平, 说明该湖泊受到一定程度的有机物污染;

NH 32N指标大部分保持在Ò 类水质, 在湖体南部的

左岸部分区域含量达到 Ó 类水平; 全湖的 T N 含量

有较明显的分级, 水质从岸边向湖中心逐渐变好,说

明周围人类活动对湖泊水质有较大影响;整个湖体
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大部分水域 TP 含量达到 Õ 类水平, 在湖的北部近

岸区域含量达到 Ô 类水平, 说明湖泊的主要污染物

为磷, 这是因为当气温降低时, 微生物活性降低, 底

泥在厌氧条件下释放磷, 导致水体磷含量较高。(湖

泊东北部是磁湖公园,因受到人为影响较大, 水质指

标不纳入本次研究范围)。

5  结论

本文基于 IKONOS 遥感数据对磁湖湖体水质

参数建立了多元线性回归模型、BP神经网络模型及

RBF 神经网络模型。模拟结果表明水质参数与光

波波段之间并不完全是线性相关。线性回归模型因

其模拟水质参数与光波波段之间的线性关系, 算法

比较单一,所以计算得到的相关系数并不高, 在01 6~
019左右;而神经网络模仿神经元进行了较为复杂的

运算,所以计算得到的相关系数均达到 019 以上, 神

经网络模型的准确性更高。而 BP 神经网络模型和

RBF 神经网络模型对于不同的水质参数模拟结果不

同,选用较优模型进行水质反演,对于磁湖的这类城

市浅型湖泊的专项治理有很重要的意义。

遥感反演获得的湖体水质指标范围更广, 避免

了水质监测只能确定采样点的水质的缺点, 且遥感

图像快速易得, 处理方法简单,是一种非常有效的水

质监测手段。但在水质反演中,对图像进行的大气

校正处理采用的是模块化处理,要开展精确的大气

校正方法, 使水质反演结果更加准确。
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